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摘   要：在遥感图像语义分割中，利用多元数据(如高程信息)进行辅助是一个研究重点。现有的基于多元数据的

分割方法通常直接将多元数据作为模型的多特征输入，未能充分利用多元数据的多层次特征，此外，遥感图像中

目标尺寸大小不一，对于一些中小型目标，如车辆、房屋等，难以做到精细化分割。针对以上问题，提出一种多

特征图金字塔融合深度网络(MFPNet)，该模型利用光学遥感图像和高程数据作为输入，提取图像的多层次特

征，然后针对不同层次的特征，分别引入金字塔池化结构，提取图像的多尺度特征，最后，设计了一种多层次、

多尺度特征融合策略，综合利用多元数据的特征信息，实现遥感图像的精细化分割。基于Vaihingen数据集设计

了相应的对比实验，实验结果证明了所提方法的有效性。
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Abstract: Utilizing multiple data (elevation information) to assist remote sensing image segmentation is an

important research topic in recent years. However, the existing methods usually directly use multivariate data

as the input of the model, which fails to make full use of the multi-level features. In addition, the target size

varies in remote sensing images, for some small targets, such as vehicles, houses, etc., it is difficult to achieve

detailed segmentation. Considering these problems, a Multi-Feature map Pyramid fusion deep Network

(MFPNet) is proposed, which utilizes optical remote sensing images and elevation data as input to extract

multi-level features from images. Then the pyramid pooling structure is introduced to extract the multi-scale

features from different levels. Finally, a multi-level and multi-scale feature fusion strategy is designed, which

utilizes comprehensively the feature information of multivariate data to achieve detailed segmentation of remote

sensing images. Experiment results on the Vaihingen dataset demonstrate the effectiveness of the proposed

method.
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1    引言

图像语义分割是指对图像中的像素点进行分类，

在场景理解和目标检测等领域中具有广泛应用。近

年来，国内外学者在图像语义分割领域做了大量的

研究，提出了许多分割方法。传统的图像语义分割

方法通常依赖手工设计的特征(方向梯度直方图

(Histogram of Oriented Gradient, HOG)[1]，尺度

不变特征变换(Scale-Invariant Feature Transform,
SIFT)[2])，然后通过设置阈值[3]或利用机器学习分

类器[3](随机森林，支持向量机)，对图像像素进行

分类。这类方法较为简单，分割速度较快，但特征

设计存在诸多困难，限制了这类方法的实用性。

近年来涌现出大量的图像语义分割算法，尤其

是基于深度卷积神经网络(Convolutional Neural
Networks, CNN)[4]的方法，在计算机视觉领域得到

了快速发展和广泛应用。随着深度学习的快速发

展，卷积神经网络以其优秀的特征表达能力，在图

像处理领域大放异彩，基于深度卷积神经网络的图

像语义分割方法逐渐成为研究热点。Long等人[5]在

2015年提出了全卷积神经网络(Fully Convolutional
Networks, FCN)，首次实现了以端对端的形式进

行图像语义分割，并在自然场景图像分割中取得了

较好的结果。此后，许多学者以此为基础，将卷积

神经网络模型应用到遥感图像语义分割中来，但是

与自然场景图像相比，遥感图像往往包含更丰富的

多元信息，如光学遥感图像、高程数据等，如何充

分利用图像的高程信息，辅助图像分割，提升分割

精度，仍是遥感图像语义分割中的难点，相关方法

不断被提出。例如，文献[6–8]直接将遥感图像的多

元信息作为统一的数据，输入到全卷积神经网络

中，得到分割结果，相比于单独使用光学遥感图像

进行分割，这类方法的效果提升并不明显。Marmanis
等人 [9 ]提出使用包含两个分支的卷积神经网络模

型，将光学遥感图像和高程数据分别作为这两个分

支的输入，经过一系列卷积操作，最后在预测层融

合这两个分支产生的分割结果。考虑到网络下采样

会丢失图像信息，Sherrah[10]设计了一个不带下采

样层的全卷积神经网络模型，并同样在最后融合光

学遥感图像分支和高程数据分支的分割结果。以上

方法在处理多元遥感信息时，或者直接在输入端进

行融合，或者最后在预测层进行融合，都未对卷积

神经网络的中间层信息进行研究，并且对遥感图像

小目标的分割结果不够理想。

针对以上问题，考虑到卷积神经网络的浅层特

征包含丰富的空间信息，深层特征包含丰富的语义

信息，若能综合利用这些多层次特征，将能有效提

高遥感图像的分割精度，因此本文提出了一种基于

多特征图金字塔融合深度网络(Multi-Feature map
Pyramid fusion deep Network, MFPNet)的遥感图像

语义分割模型，具体来说，本文的贡献与创新点如下：

(1) 本文提出了一种多元数据特征图融合策

略，本策略考虑使用网络的中间层信息，将光学遥

感图像和高程数据的各中间层特征分别对应融合，

然后将融合后的深层特征逐步上采样，与浅层特征

融合，综合利用浅层特征的空间信息与深层特征的

语义信息，精细化分割目标边界，优化分割效果；

(2) 考虑到遥感图像中目标尺寸大小不一，对

于一些中小型目标，如车辆、房屋等，往往存在漏

检的问题，难以做到精细化分割。针对这个问题，

本文设计引入金字塔场景解析网络(Pyramid Scene
Parsing Network, PSPNet)[11]中的金字塔池化结

构，针对不同层次的特征，使用金字塔池化结构提

取图像的多尺度特征，提高对不同尺度目标的分割

精度。

本文的结构安排如下：第2节详细介绍本文提

出的网络模型；第3节提供了相关实验与分析，最

后第4节总结全文工作。

2    多特征图金字塔融合深度网络模型

本文所提的MFPNet如图1所示。本模型包含

3个部分：特征编码、金字塔池化和特征解码。特

征编码部分包含两个输入分支，输入分别为光学遥

感图像和高程数据，基础网络采用残差网络模型

(Residual Network, ResNet)[12]，分别提取光学遥

感图像和高程数据的多层次特征(L1, L2, L3, L4,
L5)。然后，本文将这两个分支的不同层次特征分

别对应相加融合，将融合后的特征图(C2, C3, C4,
C5)分别送入金字塔池化结构，提取对应层次的多

尺度特征与上下文信息。最后，在特征解码部分，

我们将提取到的多层次、多尺度特征(F5, F4, F3,
F2)逐步前向融合，最终送入softmax分类器，产生

遥感图像的分割结果。网络的具体细节将在下面小

节详细介绍。

2.1  特征编码

特征编码部分使用基础网络提取图像的多层次

特征，本文选用ResNet-101[12]模型作为基础网络。

原始的ResNet-101模型是用于自然场景图像分类任

务，为了将其应用到多元遥感数据的语义分割，本

文对其进行了结构上的修改，修改后的网络结构如

表1所示。

首先去掉了原始ResNet-101模型最后用于图像

分类的全连接层，将网络变成了全卷积神经网络，

以用于图像分割任务。为了充分利用遥感图像的多
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元信息，本文添加了高程数据分支，使用该分支单

独提取高程数据的特征。为了避免下采样造成的高

层特征图尺寸太小，丢失太多空间信息，在第L4层

和L5层使用带孔卷积[12]，这样在不减小特征图的情

况下，有效扩大了感受野。最后，本文添加了多元数

据特征融合层，将两个分支的L2, L3, L4, L5层特征

分别对应逐像素相加，进行多元信息融合，融合后

的特征标记为C2, C3, C4, C5，具体融合策略如下：

X (l)

Z (l) W (l)

b(l) f (¢)

假设在一个L层的卷积神经网络中，使用

表示第l层的输入， 表示第l层的输出， 表示

第l层的权值参数， 表示第l层的偏置项， 表

示激活函数，则：

第l层的卷积输出为

Z (l) = W (l) ¤X (l) + b(l) (1)

经过ReLU激活后输出为

A(l) = f (Z (l)); f (x) = max(0; x) (2)

Z (l) (img)

Z (l) (ele)

本文中，使用 表示第l层光学遥感图

像的卷积输出， 表示第l层高程数据的卷积

输出，若在ReLU激活之前融合，其融合输出为

Z (l) = Z (l)(img) + Z (l)(ele) (3)

Hazirbas等人[13]的研究表明，考虑到卷积输出

的值可能存在负值，若在ReLU激活之前融合，会

弱化ReLU层的输出。而ReLU激活后的值都是非负

表 1  特征编码网络结构

ResNet卷积层 光学遥感图像分支输出 高程数据分支输出 多元特征融合 融合输出 输出尺寸

7×7，64，步幅2 L1-img L1-ele 1/2

1£ 1; 64
3£ 3; 64 £ 3
1£ 1; 256

9=;
3×3，最大值池化，步幅2

L2-img L2-ele √ C2 1/4

1£ 1; 128
3£ 3; 128 £ 4
1£ 1; 512

9=; L3-img L3-ele √ C3 1/8

1£ 1; 128
3£ 3; 128 £ 23
1£ 1; 512

9=;¡ ¢
L4-img L4-ele √ C4 1/8

1£ 1; 512
3£ 3; 512 £ 3
1£ 1; 2048

9=;¡ ¢
L5-img L5-ele √ C5 1/8

 

 
图 1 多元特征图融合网络模型框架图
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值，若在ReLU激活后再进行特征融合，则可以增

强图像特征信息，用式(4)可以表示为

f (Z (l)(img) +Z (l)(ele)) ·
f (Z (l)(img)) + f (Z (l)(ele)) (4)

基于以上推论，本文采用在ReLU激活层后，

将对应特征图逐像素相加，进行多元特征融合。

2.2  金字塔池化

遥感图像中目标尺寸大小不一，在语义分割过

程中容易漏掉一些中小型目标，如车辆、房屋等，

这往往是由于卷积神经网络中连续的池化操作造成

的空间信息损失，传统的池化方式只在某个固定大

小的池化窗口内下采样，感受野大小固定，提取到

的上下文信息有限，而提取不同尺度的上下文信

息，将有利于对不同尺度目标的分割。针对以上问

题，本文在特征编码后的不同层次特征上(C2, C3,
C4, C5)，分别引入金字塔池化结构[11]，提取图像的

多尺度特征，提高对不同尺度目标的分割精度。

金字塔池化结构如图2所示，它是一个多级池

化模块。金字塔顶部使用全局平均池化，提取输入

的全局上下文特征；第2层、第3层分别将输入划分

为不同大小的子区域，例如第2层将输入划分为4个
子区域，第3层将输入划分为16个子区域，然后分

别在这些子区域内使用全局平均池化，提取了不同

大小的局部特征。然后使用1×1卷积降维，减少计

算量。最后，将不同大小的池化结果上采样到输入

特征图的大小，并进行通道叠加的融合，作为该金

字塔池化模块最后的输出。通过这种方式，不仅可

以提取全局的上下文特征，而且可以提取多尺度的

局部上下文特征。本文中，金字塔分为3个级别，

每个级别的子区域划分为1×1, 2×2和4×4。
2.3  特征解码

遥感图像语义分割中，往往存在目标边界模糊

的问题，这通常是由于卷积神经网络深层特征包含

的空间信息较少的原因。而卷积神经网络的浅层特

征包含丰富的边缘、纹理信息，深层特征包含丰富

的语义信息，若能综合利用网络的浅层空间信息与

深层语义信息，则能精细化分割目标边界，优化输

出结果。基于此，本文在特征解码部分，设计了一

种多层次、多尺度特征融合策略，将经过金字塔池

化的各级特征(F5, F4, F3, F2)，由深到浅逐步融

合，最后将融合后的特征送入softmax分类器，输

出预测结果。

具体来说，从最深层的F5开始，经过1×1卷积

改变通道数，使F5与F4的通道数保持一致，由于

F5与F4具有相同的分辨率，可以不用经过上采样，

直接进行逐像素相加的融合；同理F4与F3；由于

F3的分辨率只有F2的1/2，所以需要先对F3进行2倍
的上采样，再与F2逐像素相加融合。最后将F2融合

后的特征送入softmax多分类器，产生最后的预测

结果。

3    实验与分析

3.1  实验数据集介绍

实验采用Vaihingen遥感影像数据集[14]，该数

据集包含16张宽幅图像，每幅图像含有正射影像和

相应的高程数据，正射影像为IRG(Infrared-Red-
Green)类型，分辨率为0.9 m，高程数据的采样距

离为0.9 m。实验随机选取12幅图像作为训练集，

剩余4幅作为测试集。为了便于训练，本文对大图

进行裁剪，裁剪尺寸为256×256，同时对数据进行

增强，将裁剪后的图片，每隔90°旋转1次，并进行

左右镜像处理。最终得到训练集共15780张切片，

测试集2016张切片。

3.2  实验参数设置

本文实验基于深度学习框架tensorflow[15]。在

模型的输入端，光学遥感图像的输入大小为256×
256×3，高程数据的输入大小为256×256×1。本文

使用在ImageNet数据集上预训练的ResNet-101网
络权值初始化MFPNet的基础网络，MFPNet的其

 

 
图 2 金字塔池化结构
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¹

它层参数使用均值为0，方差为0.2的高斯分布随机

初始化。训练迭代总次数为60000，使用随机梯度

下降法训练模型，采用步进策略加速网络的收敛，

初始的基准学习率为0.0025，每迭代20000次将学

习率减少0.1倍，遗忘因子 设置为0.9。每次训练

包含1个前向传播和反向传播过程，前向传播推理

预测结果，并和真值标注比较生成交叉熵损失，反

向传播更新模型权值参数。

3.3  评价标准

k nij

ti =
X

j
nij pi =

X
j

nji

为了评价MFPNet在Vaihingen数据集上的分

割效果，本文使用了3个常用的评价指标，分别是

平均交并比(mean Intersection Over Union, mIOU)、
总体分类准确率(Overall Accuracy, OA)和F1值
(F1 Score)。假设有 个不同的类别，令 表示实

际 类 别 为 i 但 是 预 测 结 果 为 j 的 像 素 个 数 ，

表示类别i的总像素个数，

表示预测结果为类别i的总像素个数。它们的计算

公式分别为

mIOU =
1
k
£
X

i

nii

ti + pi ¡ nii
(5)

OA =

X
i

niiX
i

ti
(6)

F =
2£ Precision£ Recall

Precision+ Recall (7)

Precision =
nii

pi
Recall =

nii

ti
其中，精确率 ，召回率 。

3.4  消融实验结果与分析

为了验证本文方法的有效性，本文设计了模型

消融实验，实验结果如表2所示。其中，Color-E模

型是指在输入端同时输入光学遥感图像和高程数

据，不包含多元数据融合结构与金字塔池化结构，

只利用L5分支进行结果预测；MFFNet模型是指在

Color-E模型的基础上，添加多元数据融合结构，

将光学遥感图像分支和高程数据分支的不同层次特

征分别进行融合，然后使用融合后的特征进行预测

输出；本文提出的MFPNet模型则是在MFFNet模
型的基础上，添加金字塔池化结构，也就是如图1
所示的整体模型。

根据表2实验结果，MFFNet模型的各项指标

都高于Color-E模型，其中mIOU提高了6.85，

OA提高了2.98，不同类别的F1也都有相应提高，

这充分说明了多元数据融合结构的有效性。而本文

提出的MFPNet模型相比于MFFNet模型，各项指

标又有了进一步提高，尤其是“车辆”的F1提高

了0.14，“建筑物”的F1提高了0.05，这说明了本

文引入的金字塔池化结构对遥感图像的中小型目标

分割有明显的提升作用。

3.5  与其它方法对比实验结果与分析

为了验证本文方法MFPNet的效果，与其它方

法进行了对比，对比模型选择了FCN[8], DeepLab[16]

和PSPNet[11], FCN是图像语义分割领域使用全卷

积神经网络的基石，DeepLab和PSPNet是当前比

较流行的语义分割模型。对于这3个模型，本文在

输入端将光学遥感图像和高程数据合并为4通道数

据进行输入。

表3展示了本文提出的MFPNet模型与其他方

法的对比结果。由表3可知，从整体上看，本文的

MFPNet模型相比于其他方法，取得了较高的mIOU

和OA。通过对比每个类别的F1，可以发现我们

的模型对建筑物、车辆等中小型目标分割有明显

表 2  MFPNet模型消融实验结果

模型 mIOU OA
F1

道路 建筑物 草地 树木 车辆 其它

Color-E 68.96 81.77 0.85 0.88 0.72 0.83 0.50 0.59

MFFNet 75.81 84.75 0.89 0.91 0.79 0.87 0.62 0.68

MFPNet 77.10 85.95 0.91 0.96 0.82 0.88 0.76 0.75

表 3  MFPNet与其他方法的对比结果

方法 mIoU OA
F1

道路 建筑物 草地 树木 车辆 其它

FCN 59.65 79.67 0.82 0.86 0.69 0.81 0.56 0.59

Deeplab 70.85 82.75 0.86 0.89 0.72 0.82 0.60 0.61

PSPNet 74.96 83.92 0.90 0.93 0.74 0.81 0.65 0.63

MFPNet 77.10 85.95 0.91 0.96 0.82 0.88 0.76 0.75
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的提升作用，同时对草地和树木这类不规则目标也

有较好的分割效果，这都说明了MFPNet模型的有

效性。

图3展示了不同方法在Vaihingen数据集上的分

割结果对比图。通过对比图3(a)可以发现，如果直

接将高程数据和光学遥感图像放在输入端，难以处

理建筑物高低的问题，而本文提出的多元特征图融

合网络模型能够较好地利用两种数据的互补性，较

好的解决了这个问题，提升了遥感图像语义分割的

效果。通过对比图3(b)可以发现，本文提出的MFPNet
模型对不同尺度的目标都有较好的分割效果，同时

在分割边界的处理上也明显优于其他方法。

4    总结

本文针对遥感图像语义分割中多元数据的处理

问题与小目标分割问题，提出了多特征图金字塔融

合深度网络(MFPNet)。该模型由特征编码，金字

塔池化和特征解码3部分组成。特征编码从多元数

据中提取多层次特征，金字塔池化在多层次特征的

基础上进一步提取多尺度特征，在特征解码阶段对

多层次、多尺度特征进行融合，提升遥感图像的分

割效果。本文在Vaihingen数据集上进行了实验，

实验证明了提出模型的有效性。
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