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一种基于嵌入技术的异构信息网络的快速聚类算法 
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摘  要：异构信息网络聚类分析是当前的热点研究问题之一。利用异构信息网络的稀疏性，该文提出一种基于嵌入

技术的星型模式的异构信息网络的快速聚类算法。首先从相容的角度将异构信息网络转化为若干个相容的二部图，

使用随机映射和一种线性时间求解程序快速计算出每个二部图的近似通勤距离嵌入，每个嵌入都存在一个子集指示

目标数据集；然后，使用这些指示子集构建一个通用的聚类模型；最后，将所有指示子集的类设置标号，通过计算

指示同一目标对象的指示数据与标号相同类的中心点的加权距离总和，同时划分所有的指示子集，从而快速获得通

用模型的极小值。通过理论分析及实验验证，该文算法聚类速度快，聚类准确率高。 
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A Fast Clustering Algorithm Based on Embedding Technology 
for Heterogeneous Information Networks  
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Abstract: Research on clustering heterogeneous information networks is one of the current hotspots. Taking 
advantages of the sparsity of heterogeneous information networks, a fast clustering algorithm based on embedding 
technology for heterogeneous information networks of star network schema is proposed in this paper. First, the 
heterogeneous information network is transformed into some compatible bipartite graphs from the point of 
compatible view. Then, the approximate commute distance embedding of each bipartite graph is computed via 
random mapping and a linear time solver, and an indicator subset in each embedding indicates the target dataset. 
At last, a general model is formulated via all the indicator subsets, and a minimum value of the model is derived by 
simultaneously clustering all of the indicator subsets using the sum of the weighted distances for all indicators for 
an identical target object. This proposed algorithm is effective by theory analysis and experimental verification.  
Key words: Heterogeneous information network; Clustering; Commute distance; Embedding; Sum of weighted 

distances  

1  引言  

信息网络普遍存在，如社会信息网络、DBLP
书目网络等。同构信息网络是由一种类型数据构成

的，异构信息网络则是由多种类型数据构成的。目

前，同构信息网络的聚类研究已经非常丰富[1,2]，但

异构信息网络的聚类研究还不多，而异构信息网络

聚类分析能更好地理解网络的隐藏结构以及每个类

中的数据所代表的角色[3,4]。 
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异构信息网络中，星型网络模式非常流行，也

非常重要。星型网络模式由一个目标对象数据集和

多个属性对象数据集构成，关系只存在于目标对象

与属性对象之间，属性对象之间不存在关系。 
基于相容二部图的思想解决多种异构数据之间

的复杂关系是行之有效的，从相容的角度出发，人

们先后设计了多种算法解决了多种异构数据协同聚

类的问题，其中比较经典的算法有基于半正定的规

划算法[5]，基于信息论的算法[6]以及谱聚类算法[7]。

这类算法比较通用，但对于异构信息网络而言这些

算法的复杂度太高。 
基于概率模型的异构信息网络聚类算法

NetClus[8]虽然聚类效率较高，但不具有通用性，而

且算法的收敛性也不是很稳定，基于概率模型的思

想还被用于网络服务聚类 [9,10]。ComClus[11]算法是

NetClus 的衍生算法，面向包含同构关系与异构关
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系的信息网络，仍然离不开具体的应用领域，不具

有通用性。基于密度的异构网络的子空间聚类算法

计算速度较慢[12]，使用语义路径相似性与传统算法

结合的异构网络聚类[13,14]也与具体应用领域相关。 
异构网络链接推理[15]时，往往需要最初的聚类

划分更精确一些，因此高准确率的聚类是十分必要

的，但是当网络的数据量非常大时，计算速度又不

能太慢。文献[16]在同构数据上使用近似通勤距离嵌

入聚类取得了非常好的效果。星型网络模式的异构

信息网络能够转换成若干个相容的二部图，使用通

勤距离度量二部图各结点之间的关系，能够提高聚

类准确率。异构信息网络规模大，但是很稀疏，所

以可以使用随机映射和线性时间求解程序[17,18]快速

计算出每个二部图的近似通勤距离嵌入。每个嵌入

都存在一个子集指示目标数据集，使用这些指示子

集构建一个通用的聚类模型。然后将所有指示子集

的类设置标号，通过计算每个目标对象的所有指示

数据与标号相同的类的中心点的加权距离总和，同

时划分所有的指示子集，从而快速获得该通用模型

的极小值。本文算法是一个通用的异构信息网络聚

类算法，计算速度快，聚类准确率高。 

2  二部图的近似通勤距离嵌入 

2.1 二部图的通勤距离嵌入 
给定 ,bG V E= 〈 〉 , 0 1( )bV G X X= ∪ ，其中 X0 与

X1 为两个不同类型的数据集，若 ( ) { ,b iE G x= <  

}jx > ，则 0ix X∈ , 1jx X∈ ，称 Gb为二部图。设 0X = 

0

(0) (0) (0)
1 2{ , , , }nx x x" ,

1

(1) (1) (1)
1 1 2{ , , , }nX x x x= " ，则 Gb 有

0 1n n n= + 个结点。
0 1n n×W 为 X0与 X1的关系矩阵，

其中元素 ijw 表示 (0) (1),i jx x< >的权重。由
0 1n n×W 可计

算 Gb的 Laplace 矩阵 L。设 L+是 L的伪逆矩阵，

由文献[19]可知，Gb的任意两个结点 i, j 之间的通勤

距离可通过 L+计算。 
性质 1   T= ( + 2 )= ( ) (ij v ii jj ij v i j ic g l l l g L+ + + +− −e e e  

)j−e 。其中 ijl
+ 是伪逆矩阵 L+的第(i, j)个元素，gv 

是二部图 Gb 的权重总和，即 v ijg w= ∑ , ei 是第 i

个元素为 1 的单位列向量，即 
T

1 1 1
0, , 0 ,1, 0 , , 0i

i i i n− +

⎤⎡= ⎥⎢⎣ ⎦
e " "  

设二部图 Gb有 s 条边，根据文献[20]，定向 Gb

的边，令 

是尾 是头

是头 是尾

其他

1,      

( , ) 1,    

0,     

i j

B i j i j

⎧⎪⎪⎪⎪⎪= −⎨⎪⎪⎪⎪⎪⎩

 

其中 i, j 是 Gb的任意两个结点，则 s n×B 是一个有向

边-点入射矩阵。设 ms s×W 是由边的权值构成的对角

矩阵，则 Gb的 Laplace 矩阵可表示为 mT=L B WB。 

由性质 1, Gb的任意两个结点 i, j 的通勤距离 cij

为 

m

m ( )

m ( )

T

T

T T

T1/2

1/2
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ij v i j i j
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v i j i j

v i j

v i j
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+
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+
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⎡ ⎤−⎢ ⎥⎣ ⎦
⎡ ⎤⋅ −⎢ ⎥⎣ ⎦

e e L e e

e e L LL e e

e e L B WBL e e

W BL e e

W BL e e  

则 cij是空间 m1/2 s n
vg + ×= ∈W BL Rψ 第 i 个列向量

与第 j 个列向量的欧式距离的平方，称ψ为二部图

Gb 的通勤距离嵌入。 ijc 是 Gb 的两个结点间的平均

路径长度，而不是两结点间的最短路径，因此使用

通勤距离度量结点间的关系，能够捕获复杂的类，

聚类有噪音的数据，鲁棒性更好。那么，使用通勤

距离嵌入聚类也能够捕获复杂的类。 
2.2 二部图的近似通勤距离嵌入 

引理 1[21]  给定向量 1 2[ , , , ] s
n= ∈V v v v R" 和

0ε > , 
rk s×Q 是行向量独立同分布的随机矩阵，其中

( , ) 1/ rQ i j k= ± 等概率， 2(log / )rk O n ε= 。则 ,i jv v  

∀ ∈V ，至少存在1 1/n− 概率满足 
2 2

2

(1 )

                    (1 )

i j i j

i j

ε

ε

− − ≤ −

≤ + −

v v Qv Qv

v v
 

定理 1  给定二部图 Gb, 0ε > ，矩阵
rk n× =Y  

m1/2
vg +QW BL , 则 ∀ , bi j G∈ ，至少存在1 1/n− 概

率满足 
2

(1 ) ( ) (1 )ij i j ijc cε ε− ≤ − ≤ +Y e e  

其中
rk s×Q 是行向量独立同分布的随机矩阵，

( , ) 1/ rQ i j k= ± , 2(log / )rk O n ε= 。 

由引理 1 可证明定理 1。由定理 1 知 ijc ≈  
2

( )i j−Y e e ，误差限为 ε 。计算 Y 涉及 L+，而直

接计算 L+复杂度过高。为加快计算速度，令 =θ  

m1/2
( )vg QW B ，则Y=θL+，其等价于YL=θ。通

过θ的每个行向量 iθ 可计算方程组 i i=y L θ ，其中

y i 是 Y 的行向量。使用线性时间求解程序 

STSolve [17,18]获得的方程组 i i=y L θ 的行向量表示

为 iy� 。由文献[20]，因为 i i iL L
ε− ≤y y y� ，则有 

l ( )
22 2(1 ) (1 )ij i j ijc cε ε− ≤ − ≤ +Y e e  

其中 lY 是由行向量 iy� 构成的矩阵。则 ijc ≈  

l ( )
2

i j−Y e e ，误差限为 2ε 。称 lY 是二部图 Gb的近 

似通勤距离嵌入，二部图的近似通勤距离嵌入

(Approximate Commute Distance Embedding of 
bipartite graph, ACDE)算法如表 1 所示。 
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表 1 二部图的近似通勤距离嵌入 

算法 1  ACDE 
输入：关系矩阵

0 1n n×W 。 

输出：近似通勤距离嵌入 lY 。 

步骤：(1)由
0 1n n×W 计算矩阵 B, mW 及 L； 

(2)计算 m( )1/2
vg= Q W Bθ ； 

(3)通过调用 kr次 STSolve 方法[22]计算 i i=y L θ 的 

每个 iy� , 1 ri k≤ ≤ ； 

(4)输出嵌入 lY 。 

 
X0 与 X1 的数据对象映射到了一个共同的子空

间。 lY 的前 n0个列向量指示数据集 X0，后 n1个列

向量指示数据集 X1。稀疏矩阵
0 1n n×W 有 s 个非零元

素，第(1)步计算 B与mW 及 L的时间复杂度为 (2 )O s  

( ) ( )O s O n+ + 。因为稀疏矩阵 B有 2s 个非零元素，

对角矩阵mW 有 s 个非零元素，故第(2)步计算θ的时

间复杂度为 (2 )rO sk s+ 。使用 STSolve 方法[17,18]计算

方程组 =i iy L θ 的一个解需要花费 i( )O s 时间，故第(3)
步构造 lY 的时间为 i( )rO sk 。则算法 ACDE 的时间复

杂度为 (2 ) ( ) ( )O s O s O n+ + + (2 )rO sk s+ + i( )rO sk = 
i(4 3 )rO s n sk+ + 。后续实验证明，在不同的数据集

上 kr取值都很小。 

3  基于近似通勤距离嵌入的异构信息网络

聚类 

3.1 通用模型的构建 

定义 1  给定一个 T+1 种类型的数据集 χ = 
T

0{ }t tX = 上的信息网络 , ,G V E W=< >，如果 e∀ =  

,i jx x E〈 〉 ∈ ，那么 0ix X∈ 且 ( 0)j tx X t∈ ≠ ，则称 G

为星型模式的异构信息网络。X0 称为目标类型，Xt 

(t≠0)称为属性类型。 

设 ( ) ( ) ( )
1 2{ , , , }

t

t t t
t nX x x x= " ，其中 nt是 tX 的数据

对象数目。 0(0 ) tt n n×∈W R 是 X0 与 tX 之间的关系矩

阵，其中，元素 (0 )t
ijw 表示边 (0) ( ), t

i jx x< >的权重。G
包含了 T 个 (0 )

1{ }t T
t=W 。 

目标数据集 X0与属性数据集 tX 构成一个二部

图 (0 )tG ，一个二部图 (0 )tG 对应一个关系矩阵 (0 )tW 。

由算法 ACDE 计算二部图 (0 )tG 的近似通勤距离嵌

入
0

(0 ) (0 )(0 ) (0 )
1 2{ , , , }

t

t tt t
n nY y y y += " ，其中 (0 )tY 的前 n0个

数据指示目标数据集 X0，表示为 (0)
tY ，后 nt个数据

指示属性数据集 Xt，表示为 ( )tY ，称 (0)
tY 与 ( )tY 为指

示子集。 ( ) (0)t
i ty Y∈ 指示 X0的第 i 个对象，称 ( )t

iy 为

指示数据， 01 i n≤ ≤ 。 (0)
tY 的指示数据与 X0的对象

一一对应。G 包含 T 个二部图，T 个二部图对应 T
个近似通勤距离嵌入，则目标数据集 X0被 T 个指示

子集 (0)
tY 所指示，X0的每个对象被 T 个指示数据所

指示。 
( )tβ 是关系 (0 )tW 的权重，其中 ( )

1
1

T t
t

β
=

=∑ , 
( )tβ >0。目标数据集 X0划分为 K 个类。指示同一个

目标对象的指示数据属于 T 个不同的类，这 T 个不

同的类分别属于 T 个不同的指示子集，将这 T 个类

设置相同的类标号。由指示 X0的 T 个指示子集 (0)
tY

构建模型： 

0 2( ) ( ) ( )

1 1 1

nT K
t t t

ij i j
t i j

F yβ γ ω
= = =

⎛ ⎞⎛ ⎞⎛ ⎞ ⎟⎜ ⎟⎜ ⎟⎜ ⎟⎟⎜ ⎟⎜ ⎜= − ⎟⎟⎟⎜ ⎜ ⎜ ⎟⎟⎟⎜ ⎜ ⎟⎜ ⎟⎟⎜ ⎟⎜ ⎝ ⎠⎝ ⎠⎝ ⎠
∑ ∑ ∑     (1)           

其中 ( )t
jω 是指示子集 (0)

tY 的第 j 个类的中心点，指示

函数 0
1{ }n

ij iγ γ == 与目标数据集 X0 的数据对象一一

对应，当指示 X0 的第 i 个对象的各指示数据 ( )t
iy 属

于 (0)
tY 的第 j 个类时， 1ijγ = ，否则 0ijγ = 。 
从相容的角度，式(1)目标函数 F 取得最小值，

则目标数据集 X0 聚类达到最佳。显然，式(1)的全

局最优解是 NP 难问题。 
3.2 快速算法的推理 
3.2.1 类标号设置  若 (0)

1{ }T
t tY = 的类的标号已知，则

F 的极小值的求解过程简化。不妨设 1 2 0,q q X∈ , 
( ) ( ) (0)
1 2 1{ , }t t T

t ty y Y =∈ , ( )
1 1{ }t T

ty = 指示 1q , ( )
2 1{ }t T

ty = 指示 2q 。

因为指示同一个目标对象的指示数据所属的类具有

相同的类标号，若已知 ( )
1 1{ }t T

ty = 中的一个指示数据属

于第 j 个类，则所有 ( )
1 1{ }t T

ty = 在各自的指示子集均属

于第 j个类；若已知 ( )
1 1{ }t T

ty = 属于第 j个类，则 ( )
2 1{ }t T

ty =

在各自的指示子集或者都属于第 j 个类，或者都不

属于第 j 个类。 
(0)

1{ }T
t tY = 的每个类都有一个初始中心点，在目

标数据集 X0中随机选择 K 个对象，指示这 K 个对

象的指示数据在各自的指示子集中作为 K 个类的初

始中心点，指示同一个目标对象的中心点，令其所

在的类的标号相同，从而完成各指示子集的类标号

的设置。则其他指示同一个目标对象的指示数据或

者都属于第 j 个类，或者都不属于第 j 个类，1 j≤  

K≤ 。 

3.2.2 加权距离总和  X0 的一个对象被 T 个指示数

据所指示，这 T 个指示数据到各自嵌入子集的类的

中心点的距离都影响着该目标对象所属类的分配。

指示数据到中心点的距离的权重由其指示子集的权

重决定，指示子集的权重就是相应的关系矩阵的权

重。 

不妨设 0iq X∈ , ( ) (0)
1{ }t T

i t ty Y =∈ , ( )
1{ }t T

i ty = 指示

iq ，指示数据 ( )t
iy 到 (0)

tY 的第 j 个类的中心点的加权 

距 离 为
2( ) ( ) ( )t t t

i jyβ ω− 。 加 权 距 离 总 和 dis =  

2( ) ( ) ( )
1

T t t t
i jt

yβ ω
=

−∑ 决定了 iq 所属的类。 
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2( ) ( ) ( )

1

arg min
T

t t t
i j

t

j yβ ω
=

= −∑        (2) 

j 就是 iq 所属类的标号，也是 ( )
t 1{ }t T

iy = 所属类的标号。 
3.2.3 F的极小值求解  F 可以进一步表示为 

0

0

2( ) ( ) ( )

1 1 1

2( ) ( ) ( )

1 1 1

  

nT K
t t t

ij i j
t i j

n K T
t t t

ij i j
i j t

F y

y

β γ ω

γ β ω

= = =

= = =

⎛ ⎞⎛ ⎞⎛ ⎞ ⎟⎜ ⎟⎜ ⎟⎜ ⎟⎟⎜ ⎟⎜ ⎜= − ⎟⎟⎟⎜ ⎜ ⎜ ⎟⎟⎟⎜ ⎜ ⎟⎜ ⎟⎟⎜ ⎟⎜ ⎝ ⎠⎝ ⎠⎝ ⎠
⎛ ⎞⎛ ⎞⎛ ⎞ ⎟⎜ ⎟⎜ ⎟⎜ ⎟⎟⎜ ⎟⎜= −⎜ ⎟⎟⎜ ⎟⎜ ⎟⎜ ⎟⎟⎜ ⎜⎜ ⎟⎟⎜ ⎝ ⎠⎝ ⎠⎝ ⎠

∑ ∑ ∑

∑ ∑ ∑      (3)             

给定这 T 个指示子集的类的初始中心点 ( )
1{ }t K

j jω = , 

1 t T≤ ≤ ，首先由式(2)划分指示子集 (0)
1{ }T

t tY = 的类，

并记式(3)目标函数 F 的值为 F1。
(0)

2{ }T
t tY = 的类的中

心点不变，然后计算 (0)
1Y 的每个类的新中心点

l(1)
1{ }K

j jω = ，新中心点取值该类所有指示数据的平均

值， ijγ 不变，记式(3)目标函数 F 的值为 F2。 

定理 2  

l
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证明  因为 ijγ 不变，故 

l( )

( )

0

0

2(1)(1) (1)
2

1 1

2( ) ( ) ( )

1 1 2
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jij i
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因 为 (0)
2{ }T

t tY = 的 类 的 中 心 点 不 变 ， 所 以

( )
0 2( ) ( ) ( )

1 1 2

n K T
t t t

ij i j
i j t

yγ β ω
= = =

⎛ ⎞⎛ ⎞⎟⎜ ⎟⎜ ⎟⎟⎜ ⎜ − ⎟⎟⎜ ⎜ ⎟⎟⎜ ⎜ ⎟⎟⎜ ⎝ ⎠⎝ ⎠
∑ ∑∑ 为固定值。而     
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可见重新确定子集 (0)
1Y 的类的中心点， 2 1F F≤ 。 

    而当 (0)
1Y 的类替换了新的中心点 l(1)

1{ }K
j jω = ，

(0)
2{ }T

t tY = 的中心点不变，由式(2)重新划分 (0)
1{ }T

t tY =

类，记对应的式(3)目标函数 F 的值为 F3，则有 F3≤  

F2。 

由式(2)划分 (0)
1{ }T

t tY = 的类，确定 (0)
1Y 的类的新

中心点 l(1)
1{ }K

j jω = ，用新的中心点代替原中心点

l(1)(1)
1{ }K

jj jω ω == ，并重新划分 (0)
1{ }T

t tY = 的类；然后逐

一对 (0)
2{ }T

t tY = 执行相同的操作。重复上述操作，直

到式(3)收敛，则得到 F 的局部极小值。基于嵌入技

术的异构信息网络快速聚类算法(Fast Clustering 
Algorithm based on Embedding Technology for 
heterogeneous information networks, FCAET)如表

2 所示。 

表 2 基于嵌入技术的异构信息网络快速聚类算法 

算法 2  FCAET 

输入： 0(0 )
1{ }tt n n T

t
×

=∈W R , ( )
1{ 0}t T

tβ => ，聚类数 K。 

输出：目标数据集 X0的类。 

步骤：(1)for  t=1:T do 

{ (a)由算法 1 计算二部图 G(0t)的近似通勤距离嵌入； 

(b)确定指示 X0的指示子集 (0)
tY ；} 

(2)初始化 (0)
1{ }T

t tY = 的 K 个类的初始中心点 1
( ){ }K

j
t

jω = ，并

建立类标号； 

(3) do  

{ for  t=1:T do 

{ (a)由式(2)确定 (0)
1{ }T

t tY = 的 K 个类； 

         (b) 重新确定 (0)
tY 每个类的新的中心点

l( )
1{ }t K

j jω = ； 

                   (c) l( )( )
1{ }tt K

jj jω ω == ; } 

} while 式(3)收敛； 

(4)输出目标数据集 X0的类。 

 
由算法 1 的时间复杂度分析可知算法 2 第(1)步 

的时间复杂度为 i ( )1
(4 3 )

T
t t t rt

O s n s k
=

+ +∑ ，其中 T 

是异构信息网络的二部图的数目，kr是指示子集 (0)
tY

数据的维度，nt 与 st 是第 t 个二部图的结点数与边

数。第(2)步仅仅花费 O(K)时间，是常量。第(3)步
花费 O(uTKkrn0)时间，其中 K 是聚类数目，n0 是

X0的对象数目，u 是式(3)收敛的迭代次数。所以算 

法FCAET的时间复杂度为 i ( )1
(4 + +3 )

T
t t t rt

O s n s k
=∑  

+O(uTKkrn0)，其中 kr,u 都很小，而 T 与 K 是常

量。 

4  实验 

4.1 实验数据 
从 DBLP 选取真实数据建立实验数据集，

DBLP 是一个典型的异构信息网络，其中包括 4 种

类型数据对象，分别命名为 papers, authors, terms
和 venues。首先抽取一个小数据集 S1，即文献[8]使
用的称为“four-area dataset”的数据集。小数据集

S1选取了 4 个学术区域，这 4 个区域为：database, 
data mining, information retrieval 及 machine 
learning。每个区域取 5 个有代表性的会议，共 20
个会议，20 个会议的所有 authors, papers 及出现在

论文题目中的所有 terms。 
本文又抽取 2008~2012 年的 8 个学术区域的
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DBLP 数据作为另外一个测试数据集，这 8 个学术

区域为：databases, data mining & machine learning, 
information retrieval, computer graphics,  
computer network, information security, computer 
architecture, software engineering & programming 
language。数据集共包括 80 个 venues(每个区域选

取10个venues), 21,271个papers, 45, 576个authors
及 42, 962 个 terms。这个大的数据集称为 S2。 

当分析 papers 时，papers 作为目标数据集，

其他为属性数据集。因为 DBLP 提供了非常有限的

引用信息，故 papers 之间不设置直接的链接。当分

析authors时， authors 作为目标数据集，papers 与
venues 作为属性数据集。由于合作关系，authors
之间存在直接的链接。故 authors 还作为目标数据

集的另外一个属性数据集。 

本文算法均采用文献[22]的一种近乎线性时间

的求解程序计算算法中的嵌入数据集，该方法用于

对角占优矩阵，网址 http://www.cs.cmu.edu/~ 

jkoutis/cmg.html。实验的运行环境为 Inter Pentium 

III 处理器，2 GB 内存，Windows XP 操作系统，

Matlab 编程。 

4.2 关系矩阵的确定 

当 papers 为目标数据集, authors, venues 和 

terms 为属性数据集。X0表示目标数据集papers, X1, 

X2 与 X3 分别表示属性数据集 authors, venues 与

terms。X0与
3

1{ }t tX = 的关系矩阵为 (0 ) 3
1{ }t

t=W ，其中
(0 ) 3

1{ }t
t=W 的元素为 

0 1 2

(0 )
0 3

1    ,

           

   ,  

          

0    

t
ij

i X j X X

i j

w p i X j X

i j p

⎧⎪ ∈ ∈⎪⎪⎪⎪⎪⎪⎪⎪⎪= ∈ ∈⎨⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎩

∪， 如果 ，

结点 连接结点

， 如果 ，

结点 在结点 中出现 次

， 其他

 

当 authors 为目标数据集, papers 和 venues 
为属性数据集。因为作者之间存在合作关系， 

authors 也是另外一个属性数据集。X0表示 authors,  
X1与 X2 分别表示 papers 与 venues。 (0 )tW 为 X0与

Xt的关系矩阵，0 2t≤ ≤ 。其中 (0 ) 2
0{ }t

t=W 的元素为  

， 如果 ，结点 连接结点

， 如果 ，结点 与 合作 篇文章

， 其他

0 1 2

(0 )
0 0

1    ,  

=    ,  

0     

t
ij

i X j X X i j

w p i X j X i j p

⎧⎪ ∈ ∈⎪⎪⎪⎪ ∈ ∈⎨⎪⎪⎪⎪⎪⎩

∪

 

实验的所有算法均采用相同的关系矩阵。 
4.3 参数分析 

4.3.1参数 kr分析  kr在不同的数据集上取值都非常

小[16]。文献[16]实验证明对同构数据集，当 50rk ≥

时，准确率曲线已经很平滑。取小数据集 S1来比较

参数 kr的变化对异构信息网络数据聚类准确率的影

响。使用算法 FCAET 聚类 papers 时， (0 ) 3
1{ }t

t=W 的

权重分别取 (1)=0.3β , (2)=0.4β , (3)=0.3β 。聚类

authors 时， (0 ) 2
0{ }t

t=W 的权重分别取 (1)=0.4β , 
(2)=0.2β , (3)β = 0.4 。迭代次数 40u = 。kr对算法准

确率的影响如图 1，图 2 所示。 

实验说明当 kr>50 时准确率曲线已经趋于平

滑。因此取 kr=60 是很适合的。kr 很小，且对算法

FCAET 的计算速度基本没有影响。这也是算法

FCAET 的一个优点，即在准确性方面对参数 kr 不

敏感。其他实验也取相同的关系矩阵权重及 kr=60。 

4.3.2 迭代次数 u 分析  取小数据集 S1比较迭代次

数 u 对异构信息网络数据聚类准确率的影响。迭代

参数 u 对 papers 及 authors 聚类准确率的影响如图

3，图 4 所示。当 30u = 时，算法就已经收敛，说明

本文算法收敛速度非常快，本文其他实验均取

40u = 。 

4.4 聚类稳定性对比 

    本文选择复杂度较低的通用算法 CIT[6]，基于

排序的算法NetClus[8]与本文算法FCAET做稳定性

比较。算法 ComClus 是 NetClus 的衍生算法，性质

类似，这里不做分析。本次实验在小数据集 S1上聚

类目标数据集 papers，以比较 3 个算法 CIT, 

 

图 1  kr对 papers 的影响                           图 2  kr对 authors 的影响 
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图 3  u 对 papers 的影响                                 图 4  u 对 authors 的影响 

NetClus 及 FCAET 的稳定性。3 个算法的 10 次实

验准确率如图 5 所示，虽然算法 FCAET 和算法

NetClus 的计算速度都很快，但图 5 的实验数据说

明本文算法 FCAET 的稳定性更好，初始中心点的

选择对聚类结果影响不大，而算法 NetClus 不是很

稳定，初始类的划分对算法 NetClus 的函数及收敛

速度影响非常大。当异构信息网络稀疏时，算法 CIT
的收敛速度比较慢，当迭代次数 u 很小时，聚类精

度并不高。 

 

图 5  3 个算法 10 次实验聚类准确率比较 

4.5 聚类准确率及计算速度的对比 
基于半正定的规划算法[5]以及谱聚类算法[7]时

间复杂度过高，不适合聚类规模较大的异构信息网

络。本文选择复杂度较低的通用算法 CIT[6]，基于

排序的算法 NetClus[8]，及 NetClus 的衍生算法

ComClus[11]与本文算法 FCAET 做准确率及计算速

度的比较。算法 NetClus, ComClus 的参数均取文献

[8]给定的实验参数。每个算法都涉及到初始划分，

初始划分影响聚类结果，因此，对于每个目标数据

集，所有算法均做 3 次实验，3 次实验中聚类准确

率最高的一次作为该算法的准确率，本次实验的计

算速度作为该算法的计算速度。聚类准确率对比结

果如表 3 所示，表 3 数据说明本文算法的聚类准确

率高于其他算法。算法 CIT 计算复杂度 O(n2)，当

异构信息网络稀疏时，算法CIT的收敛速度比较慢，

故聚类精度并不高。算法 NetClus 只使用了异构数

据关系，故聚类精度较低。算法 ComClus 利用了同

构数据的关系，聚类精度高于 NetClus 的聚类精度，

但也增加了计算复杂度。本文算法是一种基于图嵌

入技术的聚类算法，而且采用通勤距离度量能够更

加充分表现数据之间的关系，并且收敛性速度不受

关系矩阵的稀疏性影响，同时也能够利用目标数据

集的同构关系，故聚类精度高。计算速度对比结果

如表 4 所示，表 4 数据说明本文算法的计算时间基

本等同于算法 NetClus 的计算时间。但本文算法

FCAET 通用性更强，可以用于任何一个星型网络

模式的异构信息网络的聚类。而算法 NetClus 及

ComClus 需要根据具体应用领域设计函数，依赖于

数据特性，不具有普遍性。 
4.6 FCAET 运行时间分析 

算法 FCAET 在两个数据集上的运行时间分布

情况如表 5 所示，实验说明本文算法的运行效率是

很高的。3 个指示子集的串行计算速度占程序运行

时间 50%左右。若并行计算 3 个指示子集，速度会

更快。求解模型极小值也可采用并行执行以提高计

算速度。 

表 3 聚类准确率比较(%) 

目标对象 CIT NetClus ComClus FCAET 

S1的 papers 73.91 71.54 72.83 78.87 

S1的 authors 74.41 69.13 74.91 81.33 

S2的 papers 70.84 71.28 72.93 76.36 

S2的 authors 71.02 68.29 73.01 77.94 

表 4 计算速度比较(s) 

目标对象 CIT NetClus ComClus FCAET 
S1的 papers   78.5  37.3  40.3  37.1 

S1的 authors   79.8  36.9  39.8  38.3 
S2的 papers 1459.3 792.6 817.3 798.4 
S2的 authors 1474.7 733.7 771.4 764.9 
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表 5 算法 FCAET 运行时间分配情况(s) 

目标对象 嵌入计算时间 聚类时间 时间总和 

S1的 papers  19.6  17.5  37.1 

S1的 authors  18.1  20.2  38.3 
S2的 papers 393.8 405.6 798.4 
S2的 authors 376.4 388.5 764.9 

 

5  结束语 

本文提出的异构信息网络快速聚类算法不同于

以往的异构数据聚类算法，本文算法根据每个关系

矩阵先求解指示目标数据集的每个指示数据集，然

后根据指示数据之间的关系建立模型，从而得到目

标数据集的划分。本文算法通用性强、稳定性好，

同时计算速度快而且聚类准确率高，非常适合异构

信息网络的聚类。而以往的聚类算法要么时间复杂

度过高，要么通用性不强，聚类结果不稳定。通过

理论分析及实验验证，本文算法的计算速度和聚类

准确率满足要求。本文算法中各关系矩阵的权重影

响着目标数据集的划分，这些权重还不能自适应确

定，需要进一步研究。当异构数据关系不再稀疏，

网络模式不再是星型的，如何快速划分任意模式的

大规模异构信息网络，都是亟待解决的问题。 
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